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En Dios confiamos,
todos los demdas tenemos que
aportar datos.

William Deming.
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En Dios confiamos,
todos los demdas tenemos que
aportar datos.

William Deming.

Los datos son el nuevo crudo.

Clive Humby.
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Dato proviene del latin “datum” cualquier cosa o hecho dado por
cierto.
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En la actualidad “Dato” es cualquier representacién simbdlica
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Dato proviene del latin “datum” cualquier cosa o hecho dado por
cierto.

En la actualidad “Dato” es cualquier representacién simbdlica
que se pueda almacenar, analizar y reorganizar.

En el 2015, un estudio de IBM afirmaba que se creaban mas de

2.5 % 108 bytes de datos y la mayoria de ellos, aproximadamente el
90 % se produjeron durante los ultimos 2 afios [1].
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cierto.

En la actualidad “Dato” es cualquier representacién simbdlica
que se pueda almacenar, analizar y reorganizar.

En el 2015, un estudio de IBM afirmaba que se creaban mas de
2.5 % 108 bytes de datos y la mayoria de ellos, aproximadamente el

90 % se produjeron durante los ultimos 2 afios [1].

Mds del 20 % de estos datos se encuentran ya en internet,
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Dato proviene del latin “datum” cualquier cosa o hecho dado por
cierto.

En la actualidad “Dato” es cualquier representacién simbdlica
que se pueda almacenar, analizar y reorganizar.

En el 2015, un estudio de IBM afirmaba que se creaban mas de
2.5 % 108 bytes de datos y la mayoria de ellos, aproximadamente el
90 % se produjeron durante los ultimos 2 afios [1].

Mas del 20 % de estos datos se encuentran ya en internet, mientras
que el 80 % restante permanecen guardados en grandes
corporaciones.

ncias
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Primer experimento de recoleccidén de datos para predecir sucesos
posteriores fue en 1663. El estadistico inglés John Graunt recopilé
informacién sobre la mortalidad en Londres y gracias a ello pudo
alertar con antelacion del resurgimiento de la peste bubdnica en
Europa.
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Primer experimento de recoleccidén de datos para predecir sucesos
posteriores fue en 1663. El estadistico inglés John Graunt recopilé
informacién sobre la mortalidad en Londres y gracias a ello pudo
alertar con antelacion del resurgimiento de la peste bubdnica en
Europa.

En 1939 empleados de una empresa de transportes de Londres
examinaron mas de cuatro millones de billetes usados de metro.

Se buscaba encontrar cudles eran las rutas mas o menos utilizadas

y asi poder ayudar a desarrollar nuevas infraestruturas.
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Aprendizaje automdtico y patrones

Kevin P. Murphy [2] define aprendizaje automatico como el
conjunto de métodos que automdaticamente detectan patrones en
los datos, y los usan para predecir el futuro o realizar otros tipos de
decisiones bajo incertidumbre.

Es habitual también hablar de patrones para designar regularidades
en los datos.
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Ramas principales del aprendizaje automdtico

Aprendizaje
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Ramas principales del aprendizaje automatico

Aprendizaje
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Aprendizaje supervisado

El nombre de aprendizaje supervisado proviene del hecho que es
necesaria la intervenciéon de un maestro o supervisor que asigne
correctamente el valor de la etiqueta en casos previamente
adquiridos.
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Aprendizaje supervisado

El nombre de aprendizaje supervisado proviene del hecho que es
necesaria la intervenciéon de un maestro o supervisor que asigne
correctamente el valor de la etiqueta en casos previamente
adquiridos.

Desde un punto de vista formal, dado un conjunto de parejas
dato-etiqueta, el aprendizaje supervisado busca un modelo que
permita realizar una correspondencia de los datos a las etiquetas
de tal forma que dado un nuevo dato que no se haya visto
anteriormente el algoritmo de aprendizaje supervisado permita
predecir la etiqueta que le corresponderia.
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Cuando la etiqueta puede tomar un niimero finito de valores
estamos frente a un problema de clasificacion.
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En ocasiones los datos pueden tener mas de una etiqueta. Por
ejemplo, en una misma pelicula se pueden considerar varios
géneros.

Figura: Aprendizaje Multi-etiqueta.
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Si la etiqueta puede tomar un nimero infinito de valores, por
ejemplo la prediccidon de un ndmero real, llamamos a ese problema,
regresion.
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Si la etiqueta puede tomar un nimero infinito de valores, por
ejemplo la prediccidon de un ndmero real, llamamos a ese problema,
regresion.
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Aprendizaje no supervisado

Este tipo de aprendizaje se distingue del supervisado por que no
existe etiqueta que se quiera predecir, ni un tutor que anote
previamente los datos e identifique cual es el resultado deseado.
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Este tipo de aprendizaje se distingue del supervisado por que no
existe etiqueta que se quiera predecir, ni un tutor que anote
previamente los datos e identifique cual es el resultado deseado.

El aprendizaje no supervisado es importante cuando objetivo del
aprendizaje es explorar y ganar mds informacion sobre los datos.
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Aprendizaje no supervisado

Este tipo de aprendizaje se distingue del supervisado por que no
existe etiqueta que se quiera predecir, ni un tutor que anote
previamente los datos e identifique cual es el resultado deseado.

El aprendizaje no supervisado es importante cuando objetivo del
aprendizaje es explorar y ganar mds informacion sobre los datos.

Su componente clave es el concepto de similitud entre los datos.

Se pueden distinguir dos grandes sub-familias dentro de este grupo:
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Métodos de agrupacién o mixturas o clustering
Pretende dividir los datos en grupos excluyentes (un dato en un
solo grupo) o no excluyentes (un dato puede pertenecer a diversos

grupos con distinto indice de pertenencia).
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000 0000000800  COCO0OCOOO0000
Métodos de agrupacién o mixturas o clustering
Pretende dividir los datos en grupos excluyentes (un dato en un
solo grupo) o no excluyentes (un dato puede pertenecer a diversos
grupos con distinto indice de pertenencia).

Figura: Una particula puede o no pertenecer a jet dependiendo de
pardmetros geométricos.

Referencias
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Aprendizaje de variedades
Desde un punto de vista informal e intuitivo, una variedad es un

espacio tal que nuestra intuicion sobre lo que estd cerca y lejos se
mantiene.
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Aprendizaje por refuerzo

Este tipo de aprendizaje se basa en recompensas y penalizaciones.
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Aprendizaje por refuerzo

Este tipo de aprendizaje se basa en recompensas y penalizaciones.

En el aprendizaje por refuerzo no se especifica aquello que se busca
como en el aprendizaje supervisado, sino que cuando el sistema de
aprendizaje realiza una accién aceptable o correcta se le
recompensa y se le penaliza en el caso contrario.
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La representacion del conocimiento

Acaricien sus datos.

Jesus Martinez.
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Datos sin ordenar (ninguna caricia previa)

Tesis en progreso.

Figura: Diversos parametros de conduccién 1.

!Gracias a Radl Castillo Luna por permitirnos mostrar sus graficas
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Datos etiquetados

Tesis en progreso.

Figura: Diversos parametros de conduccién segmentados 2.

2Gracias a Radl Castillo Luna por permitirnos mostrar sus graficas
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El primer paso necesario para el diseno y uso de los algoritmos de
aprendizaje automatico es la representacion del conocimiento o de
la experiencia previa.

Para ello se necesita, en general, una representacion numérica de
los conceptos y de las abstracciones de la vida real.

A este proceso se le conoce como extraccion de caracteristicas y
consiste en la descripcion de rasgos relevantes de los objetos de
interes en relacion a la tarea que debe llevarse a cabo y su
posterior representacién numérica.
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Clase 1 Clase 2

Ao ERO
) N ®
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Clase 1 Clase 2

Ao ERO
T g ®

Elemento Color Nimero de vértices Vértices redondos Clase
1 Azul claro 3 no 1
2 Azul obscuro 5 no 1
3 Rojo obscuro 4 si 2
4 Rojo claro 4 no 2
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Meétodos usados en Aprendizaje Automdtico

Regresion lineal[3]

Pros: Resultados faciles de interpretar, computacionalmente
barato.

Cons: No es muy bueno modelando informacién no lineal.

Usar con: Valores numéricos y nominales.

Agrupamiento por k-medias (kNN) [3]
Pros: Facil de implementar.

Cons: Puede converger a un minimo local, lento en conjuntos
grandes.

Usar con: Valores numéricos.
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Mdquinas de vectores de soporte

Pros: Error de generalizacidon bajo, computacionalmente ba-
rato y facil de interpretar.

Cons: Sensible a ajustes en los pardmetros y al kernel elegido.
De forma nativa, solo trabaja con clasificacién binaria.

Usar con: Valores numéricos y nominales.

Regresion basada en drboles[3]
Pros: Se ajusta a informacién compleja y no lineal.
Cons: Los resultados son dificiles de interpretar.

Usar con: Valores numéricos y nominales.
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Redes neuronales

Es un sistema capaz de aprender las mejores caracteristicas para un
determinado problema, y es la base de la rama de aprendizaje
automatico conocida como aprendizaje profundo.
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a=f(wp+b)
1

Figura: Una neurona.
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Figura: Perceptrén multicapa.

ag = fo(Wop + bo), a1 = fi(Wiap + b1), a2 = fo(Waa1 + b2)
Po aj0 Wiop “** Wioc bio

p=|:|a=|: | Wi=| : . = [.bi=]":
pr aj, Wirg  *** Wirc b;

r
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Funciones de activacion

i Por qué? Incorporan la no linealidad que le da poder a una red
neuronal.

i Cuales? Existen muchas, pero las que usaremos son:

. . Tangente
Sigmoide hiperbélica RelLU
1/(14+e™) tanh(n) max(0, n)

6 4 —2 0 2 4 % 4 2 0 2 4 % 4 2 0 2 4
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Mads informacion en...

® Peter Harrington. Machine Learning in Action.
Manning Publications Co., USA, 2012

® Howard B. Demuth, Mark H. Beale, Orlando de Jesus, and
Martin T. Hagan. Neural Network Design.
Martin Hagan, Stillwater, OK, USA, 2nd Edition, 2014
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Los ejercicios contemplados para el dia de mafnana son:

® Clasificacién de imagenes usando Keras (redes neuronales).

® Entrenamiento supervisado usando Tensorflow.
Requerimientos.
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https://colab.research.google.com/drive/1mhGkHlTbDMnKfZPDVlCNB344Whz_b0cP?usp=sharing
https://colab.research.google.com/drive/16h8JZiz-S6EN-RnuwLi1Lh5s-6Mm9h5z?usp=sharing
https://github.com/MaldoAlberto/root_src/blob/main/PyROOT_template.ipynb

Ejemplo 1
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Andlisis de imdgenes y Aprendizaje automdatico

iPodrian usarse para clasificar imagenes?
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Andlisis de imdgenes y Aprendizaje automdtico

i Podrian usarse para clasificar imagenes?
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Andlisis de imdgenes y Aprendizaje automdatico

Diagrama para clasificar fragmentos de imagenes que pertenecen a una nebulosa o a
una galazia

Adquisicién de
imagenes
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Andlisis de imdgenes y Aprendizaje automdtico
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Andlisis de imdgenes y Aprendizaje automdtico

Diagrama para clasificar fragmentos de imagenes que pertenecen a una nebulosa o a
una galazia

Adquisicién de Preprocesamiento Extraccion de
imagenes de la imagen caracteristicas
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Andlisis de imdgenes y Aprendizaje automdtico
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Andlisis de imdgenes y Aprendizaje automdtico
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Andlisis de imdgenes y Aprendizaje automdtico

Diagrama para clasificar fragmentos de imagenes que pertenecen a una nebulosa o a
una galazia

Adquisicién de Preprocesamiento Extraccion de
imagenes de la imagen caracteristicas

Nebulosa

Maquina
de aprendizaje
7y

Aprendizaje
supervisado

'Holdout: criterio para separar banco de datos
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Andlisis de imdgenes y Aprendizaje automdtico

Diagrama técnico para clasificacion de imagenes
usando aprendizaje supervisado

Anilisis de Imagenes Extraccién de caracteristicas 1
® Arg max
® |magen RGB

EEEm ® Arg min

® |magen escala grises

¥

Clasificacion redes neuronales Extraccion de caracteristicas 2

® Banco de datos e Contraste

® Normalizacién e Disimilitud

® Arquitectura red EEEm

® Homogeneidad
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Matriz de confusion

salida del predictor

M42 NGC 5866
756 4
M42
valor
real
71
NGC 5866 0 8

Exactitud:[4]

(VP + VN) __ (156+716) g
(VP+ FP+ FN+ VN) (756 + 0+ 4+ 716)
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Curva ROC
Caracteristica operativa del receptor curva ROC
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Razdn de falsos positives

!ROC:Receiver Operating Characteristic
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Prediccion de energia

0.60°
183mm

Formas del impacto de energla tanto
de rayos gammas como de hadrones.

Simulaciones

Referencias

Machine Learninig

* Valores de energfa finito.
*Set de caracterfsticas no nulas.
*No se cuenta con formas explicitas con suficiente
exactitud de prediccion de la energla detectada en
funcién de sus caracterfsticas.
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Problema particular

Datos
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~

Variable objetivo |

J

!

logaritmica

{ 3
Normalizacién

!

(funcién)

( Conjunto finito )

Etiquetado
conforme la
energia medida
y el tipo de
particula
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Problema particular

Prediccion
de energia ~ .
a partir de | Datos p : .
caracteristicas > T - Etiquetado
numéricas ~ 60 - , conforme la
Variable objetivo |—>] energia medida
) i g y el tipo de
[ Normalizacién | periiianls
logaritmica . l .
i g iRegresiéon
( Conjunto finito ) - t.|po
., supervisada!
(funcién) ] E
Lf(Xo, <y X60 an
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Modelos de prediccion y sus métricas

® (Ciertas caracteristicas
son mds importantes
que otras. jAlguna
caracteristica se puede
descartar?,
i Valdria la pena?
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Modelos de prediccion y sus métricas

® (Ciertas caracteristicas
son mas importantes
que otras. jAlguna
caracteristica se puede
descartar?,
i Valdria la pena? Si
(proceso de descubri-
miento).
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® (Ciertas caracteristicas
son mds importantes
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(proceso de descubri-
miento).

® ;La importancia de las
caracteristicas depende
del algoritmo empleado?
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Modelos de prediccion y sus métricas

e (Ciertas caracteristicas

son mas importantes
que otras. jAlguna
caracteristica se puede
descartar?,

i Valdria la pena? Si
(proceso de descubri-
miento).

iLa importancia de las
caracteristicas depende
del algoritmo empleado?
Si (depende de los pa-
trones encontrados).
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Modelos de prediccion y sus métricas

® Factor de correlacién ¥~ 1 Qr 0:

e (Ciertas caracteristicas

son mas importantes n _ _
que otras. jAlguna = 2z (i = X) i — ) (1)
caracteristica se puede \/Z’f’:l(x,. _ ;)2\/2"_’:1(% —7)2
descartar?,

i Valdria la pena? Si
(proceso de descubri-

® Error absoluto medio 9~ 0 Q= +/ — oo:

miento).
® ;La importancia de las MAE — i lyi—xi | _ i | 6| 2)
caracteristicas depende n n

del algoritmo empleado?
Si (depende de los pa-  ® Bias, desviacién o sesgo 3~ 0 Q~ +/ — oo
trones encontrados).

B = <E0bjetivo - Epredicho> (3)
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¢ Qué tan bien predice y qué aprendimos?

. . u 2 [ .. I ! b
Correlation Prediction with r°= 0.931 5 10007 [Newalnetworks vttt
~ c [ |Enties 33811 : : : P :
2 0 oW Mean 4438 :
8 48 F|SuDev 03482 1
Y oI n 800k e il
5 46 | [Random forest} Ik
o M Enties 33811 [ :
g L u | [Mean 4424 B
i -E e §mney og&w‘ ,,,,,,,,, N
0 42 True Energy
A " Eniies 33811}
= - 400’ Mean 4421}
Do o oo 1StdDey 03650 ool bt s
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= Lk Eres 311
D 3 . Meanx 442 b -
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True Iogm(Energy GeV) o (Energy/GeV)
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Aprendizaje Automdtico en el LHC

Simulacion

En el LHC se requiere simular trillones de colisiones para probar
alguna hipétesis, y cada simulacién puede tomar varios minutos|5].
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Aprendizaje Automdtico en el LHC

Simulacion

En el LHC se requiere simular trillones de colisiones para probar
alguna hipétesis, y cada simulacién puede tomar varios minutos|5].
Algunos métodos para reducir estos tiempos de simulacién son:

® Usar parametrizaciones mas simples.

® Usar Redes Generativas Antagénicas (GANs) y Autoencoders
Variacionales (VAEs).

Otra area que se puede mejorar es la generacion de eventos [5], en
donde la optimizacion Bayesiana ayuda a acelerar la generacion de
muestras con poco conocimiento de los detalles internos.
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Aprendizaje Automdtico en el LHC

Disparadores

LHC: (10° colisiones protén-protén por segundo)[6] * (1 MB de
informacién por colisién) = j1 TB de informacién por segundo!

'FPGA: Field-Programmable Gate Array

2ASIC: Application Specific Integrated Circuit
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Aprendizaje Automdtico en el LHC

Disparadores

LHC: (10° colisiones protén-protén por segundo)[6] * (1 MB de
informacién por colisién) = j1 TB de informacién por segundo!

i Como se enfrenta el LHC a tal cantidad de informacién?

EI L1T es un filtro de eventos en tiempo real que decide en O(1) us
si una colisién es relevante o si deberd ser descartada. Para lograr
esa velocidad, el L1T hace uso de FPGAs! y ASICs2. De las 10°
colisiones, se obtienen ~ 2.5x10° muestras relevantes [7].

'FPGA: Field-Programmable Gate Array
2ASIC: Application Specific Integrated Circuit
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iComo lo hace?

Hasta hace un tiempo, se usaba un conjunto de reglas simples, lo
cual reducia la precisién del disparador.

Hoy se hace uso de Arboles de Decisién Potenciada (BDTs), que
muestran una mayor precision respetando las restricciones de tiem-
po.

l conocimiento Aplicaciones Refere

ncias
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iComo lo hace?

Hasta hace un tiempo, se usaba un conjunto de reglas simples, lo
cual reducia la precisién del disparador.

Hoy se hace uso de Arboles de Decisién Potenciada (BDTs), que
muestran una mayor precision respetando las restricciones de tiem-

po.

iPor qué FPGAs y ASICs?

® Usan menos energia y procesan mas informacién por segundo
(Ambos).

® Son reconfigurables (FPGAs).
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Desarrollo en FPGA para HEP
¢ Vivado HLS y Vitis Al (Xilinx).
¢ his4ml[8] (CERN).
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Desarrollo en FPGA para HEP
¢ Vivado HLS y Vitis Al (Xilinx).

e his4ml[8] (CERN).

Keras
Tensorflow
PyTorch

~

compressed

model

Usual machine learning
software workflow

viento
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hils 4 ml

HLS

conversion

it

tune configuration
precision
reuse/pipeline

Co-processing kernel

(

Custom firmware
design
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Aprendizaje Automdtico en el LHC

Reconstruccion

En una colisién no se analiza la particula producida, sino los produc-
tos de decaimiento de la misma. Un mejor conocimiento de dichos
productos resulta en una mayor precisién en la reconstruccion.

Anteriormente se usaban BDTs para realizar esta tarea, aunque aho-
ra se ha volteado a mirar hacia las Redes Neuronales Profundas
(DNNs), ya que se ajustan mds a la reconstruccién; que se puede
tratar como una tarea de visién computacional [5].

ncias
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Aprendizaje Automdtico en el LHC

Asignacion de incertidumbre

La asignacion de incertidumbre[5] es un asunto critico y juega un
papel clave en la fisica de particulas, ya que con ella se puede co-
rroborar la calidad de los resultados.

Para resolver este problema se deben unir fisicos, matemdticos y
computdlogos y usar métodos como el muestreo Hamiltoniano Mon-
te Carlo y métodos que puedan aprovechar el paralelismo de las
nuevas computadoras, como la programacién probabilista profunda.

46/ 54



Aplicaciones
00000000000000000080000

An educated mind is satisfied
with the degree of precision
that the nature of the
subject admits and does not
seek exactness where only
approximation is possible.

Aristotele
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Oscar Roberto Chaparro Amaro

@ Linkedin @ al170611@sagitario.cic.ipn.mx

Orcid @ saga9211@hotmail.com
Curriculum Vitae resumido. Perfil:

Ingeniero biomédico egresado de UPIBI-IPN con maestria en ciencias de
la computacién en CIC-IPN enfocado en proteémica y bioinformatica con
colaboracién en un proyecto de rehabilitacion de hueso en UPIBI, cuenta
con experiencia como ingeniero de servicio en equipo médico, con colabo-
raciones con FermilLab en los proyectos de GeantV y VecCore, teniendo
una estancia de investigacion en el ICN2 en nanoparticulas magnéticas en
aplicaciones biomédicas. Actualmente estudia un doctorado en en ciencias
de la computacién en el CIC-IPN, colaborando con el observatorio HAWC
en un proyecto de aprendizaje automatico.
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Alberto Maldonado Romo
@ Linkedin @ amaldonador1300@alumno.ipn.mx

® Orcid @ alberto.maldo1312@gmaill.com
Curriculum Vitae resumido. Perfil:

Ingeniero en sistemas computacionales egresado de ESCOM-IPN, actual-
mente cursa la maestria en ciencias de la computacién en CIC-IPN enfoca-
do en la computacién cuantica, generando un algoritmo de procesamiento
de imagenes, cuenta con colaboraciones con FermiLab y CERN en los
proyectos de GeantV. Actualmente colabora con el observatorio HAWC
en un proyecto de aprendizaje automatico.
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@ Linkedin @ mmartinezf2002@alumno.ipn.mx

Orcid @ mjmf2402@hotmail.com

Curriculum Vitae resumido. Perfil:

Ingeniero en informatica egresado de UPIICSA-IPN con maestria en cien-
cias de la computacién en CIC-IPN enfocado al drea de anadlisis de image-
nes y maquinas de aprendizaje, cuenta con experiencia como desarrollador
de computo en la nube en el tribunal federal de justicia administrativa, Ac-
tualmente estudia un doctorado en ciencias de la computacién en el CIC-
IPN, colaborando con el observatorio HAWC en un proyecto de aprendizaje
automatico.
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rbalderas1800@alumno.ipn.mx

@ balderas_ricardo@hotmail.com
Perfil:

Ingeniero en Sistemas Computacionales egresado de la ESCOM-IPN estu-
diando una maestria en Ciencias e Ingenieria de Cémputo en el CIC-IPN,
donde desarrolla un simulador de una computadora cudntica en un FPGA.
Tiene experiencia como desarrollador de aplicaciones que calculan reservas
para seguros y fianzas. Interesado en programacién de sistemas embebidos
y cdmputo cudntico.
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